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Аннотация. В работе представлен сравнительный анализ методов извле-
чения признаков машинного обучения применительно к задаче трехклас-
совой классификации по  экспериментальной выборке. Входная выборка 
данных представляла собой равномерно дискретизированную последова-
тельность нормированных амплитуд воздействий, получаемых с вибраци-
онного датчика. В качестве метода классификации был использован метод 
ближайших соседей. В  результате исследований был найден оптималь-
ный набор признаков и оптимальная метрика расстояния с точки зрения 
минимизации ошибки классификации; по  рассматриваемым признакам 
определена степень их позитивного или негативного влияния на  процесс 
классификации.
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ближайших соседей, вейвлет, спектральное разложение, кепстр, эксцесс, 
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Введение

З адача детектирования и классификации в послед-
нее время активно решается исследователями 
по  всему миру применительно к  разнообразным 

системам, как гражданского назначения [1, 2] так и госу-
дарственного [3]. Множество научных работ посвящено 
исследованию способов классификации и  методов из-
влечения признаков.

Для успешности реализации алгоритма классифи-
кации необходимо выбрать признаки, с помощью кото-
рых объекты разных классов будут хорошо различимы. 
На  сегодняшний день существует множество методов 
извлечения признаков, каждый из  которых зарекомен-
довал себя с  положительной стороны. Нас будут ин-
тересовать признаки, которые могут быть извлечены 
из временных рядов, полученных путем дискретизации 
сигнала вибрационного датчика. В  данной работе рас-
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сматривается лишь несколько из них, среди которых бу-
дет найден набор признаков минимизирующий ошибку 
классификации.

Самым простым видом признаков является сам вре-
менной ряд [3, 4], однако часто по виду временного ряда 
как такового бывает трудно или невозможно построить 
надежный алгоритм классификации [5]. В  этом случае 
эффективными могут оказаться статистические призна-
ки, такие как математическое ожидание [6], дисперсия 
[7] и  другие статистические признаки более высокого 
порядка [8–10].

Другим важным источником признаков является 
частотное представление сигнала, которое в  некото-
рых случаях достаточно хорошо характеризует объект. 
Также существуют такие преобразования временного 
ряда, как вейвлет преобразование и кепстральное раз-
ложение, которые являются богатыми источниками для 
генерации признаков. Так, вейвлет коэффициенты широ-
ко используются для классификации целей при исполь-
зовании сейсмического датчика [11, 12], в то время как 
кепстральные коэффициенты хорошо себя зарекомен-
довали в задачах распознавания речи [13, 14].

В качестве метода классификации мы будем исполь-
зовать метод ближайших соседей и  проанализируем 
влияние его различных параметров на качество класси-
фикации.

Во второй части формулируется задача, объясняются 
признаки и метод классификации. В третьей части опи-
сывается сам эксперимент. В  четвертой части обсужда-
ются результаты эксперимента. В последней части под-
водятся итоги и делаются выводы.

1. Постановка задачи

В данной работе решается задача анализа и класси-
фикации воздействий, выраженных в  виде временных 
рядов x(n), поступающих с чувствительного элемента — 
вибрационного датчика.

Стоит отметить, что обычно при практической реали-
зации данные поступают блоками по несколько отсчётов 
(N), поэтому мы будет разделять сигнал на независимые 
блоки для анализа.

Каждый блок данных будем рассматривать как от-
дельный эксперимент. Множество таких экспериментов 
и будет выборкой, на основании которой будем решать 
задачу классификации.

Рассматриваемые признаки для анализа. Методы 
извлечения признаков играют важную роль для задачи 

классификации, поскольку состоятельность вектора при-
знаков напрямую влияет на качество классификации.

Мы будем использовать несколько признаков разно-
го рода.

1.1. Временные признаки. В  первую очередь рас-
смотрим признаки, извлекаемые напрямую из  времен-
ных рядов x(n), где 1 ≤ n ≤ N.

1.1.1. Математическое ожидание. Первым стати-
стическим моментом случайной величины является её 
математическое ожидание:

µ =
=
∑1
1N
x n

n

N

( );  (1.1)

Математическое ожидание представляет собой оцен-
ку среднего значения случайной величины [6].

1.1.2. Дисперсия. Вторым статистическим моментом 
случайной величины является её дисперсия:

σ µ= −( )
=
∑

1 2

1N
x n

n

N
( ) ;  (1.2)

Дисперсия показывает насколько отклоняются ре-
ализации случайной величины от  её математического 
ожидания [7].

1.1.3. Коэффициент асимметрии. Третьим статисти-
ческим моментом случайной величины является её ко-
эффициент асимметрии:

γ µ
σ

=
−








=
∑

1 3

1N
x n

n

N ( ) ;  (1.3)

Коэффициент асимметрии показывает насколько 
симметрично распределение случайной величины. По-
ложительная величина γ соответствует большим хво-
стам справа от µ, отрицательная — слева от µ и  равна 
нулю при симметричном распределении [15].

1.1.4. Коэффициент эксцесса. Четвёртым статисти-
ческим моментом случайной величины является её ко-
эффициент эксцесса [16]:

β µ
σ

=
−






 −

=
∑1 3

4

1N
x n

n

N ( ) ;  (1.4)

Коэффициент эксцесса показывает меру остроты 
пика случайной величины.

1.1.5. Интегральные признаки. Интегральные 
признаки сигнала могут быть использованы для клас-
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сификации сигналов [17]. Так в  задаче детектирования 
высокая энергия сигнала обычно прямо свидетельству-
ет об обнаружении цели. Энергия сигнала вычисляется 
по формуле:

E x isignal
i

N

=
=
∑ 2

1
( )  (1.5)

1.2. Частотные и  частотно-временные признаки. 
Во-вторых, рассмотрим признаки извлекаемые из спек-
тра сигнала 

X F x t( ) ( ( ), )ω ω=

 с  помощью дискретного преобразования Фурье 
F. Аналогично временным рядам из спектра сигнала мо-
гут быть извлечены статистические моменты µs, σs, γs, βs 

с использованием частотных рядов.

1.2.1. Shape statistics. Дополнительно к этому будем 
использовать shape statistics, которые представляют со-
бой статистики более высокого порядка [8]:
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1.2.2. Вейвлет анализ. Вейвлет преобразование 
широко используется для анализа сигналов [11, 12]. 
С  помощью специальных функций Ψ(n) исходный дис-
кретный сигнал может быть преобразован к представ-
лению:

y a b
a
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a

x n
n
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+∞

∑1
Ψ  (1.10)

где параметры a, b называются параметром растяже-
ния (масштаба) и параметром положения соответствен-
но.

Функции Ψ(n) называются материнскими вейвлетами. 
Они представляют собой полосовые фильтры, выбор па-
раметра a позволяет получить нужную полосу пропуска-
ния. Обычно используют банк фильтров:

Ψ Ψjk j

j
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 ∈

1
2

2
2

  (1.11)

В  результате преобразования полученные коэффи-
циенты y(a, b) с  одинаковым a (a = 2j) рассматривают 
вместе и  называют детальными коэффициентами j-го 
порядка yj(b). В качестве характеристики сигнала можно 
использовать сами коэффициенты вейвлет преобразо-
вания или их статистические моменты, например, µ(y1), 
µ(y2), …, µ(yK), ограничившись K-м порядком детальных 
коэффициентов.

1.3. Кепстральные признаки. В этой секции рассмо-
трим кепстр как источник еще одного класса признаков, 
поскольку он широко используется в задачах классифи-
кации акустических сигналов [14]. Обычно для подсчета 
кепстра применяется следующая формула:

X q F log XC ( ) ( ( | ( ) | ))=ℜ −1 2ω  (1.12)

где R(z) означает действительную часть комплексно-
го числа z.

Не все кепстральные коэффициенты одинаково зна-
чимы для классификации, а лишь несколько первых. Так 
в задачах автоматического распознавания речи истори-
чески принято использовать первые 12 коэффициентов, 
поскольку остальные коэффициенты вносят незначи-
тельную роль в качество распознавания.

2. Классификация. Задача классификации обычно 
формулируется следующим образом. Имеется множе-
ство объектов O и множество классов C. Каждому объ-
екту o ∈ O ставится в соответствие определенный класс 
co ∈ C. Для конечного подмножества объектов обычно 
называемого обучающей выборкой известно соответ-
ствие классам. Требуется построить алгоритм, который 
сможет классифицировать любой объект из  исходного 
множества.

Для сравнения объектов используются их характери-
стики или признаки, таким образом задача классифика-
ции объектов сводится к задаче классификации набора 
признаков присущих этим объектам. Часто признаки 
представляют собой числовые величины и  могут быть 
количественно сравнимы. Числовые признаки принято 
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объединять в векторы признаков и производить класси-
фикацию таких векторов.

2.1. Метод ближайших соседей. Данный метод яв-
ляется метрическим классификатором, основанным 
на  сходстве объектов. При классификации объект от-
носят к классу ближайших к нему классифицированных 
объектов.

Широко используется взвешенный метод k ближай-
ших соседей [1, 2, 4, 8, 13]. Для неопознанного x ∈ O на-
ходят k его ближайших соседей x1, …, xk в порядке уда-
ления от x, и расстояния до них d1, …, dk в возрастающем 
порядке. Тогда i-му объекту назначается вес wi:

  (1.13)

Класс набравший наибольший вес присваивается 
объекту x.

2.2. Метод опорных векторов. Данный метод от-
носится к  линейным классификаторам, основанным 
на  построении линейной разделяющей поверхности  
[14].

Задача для двух классов ставится следующим об-
разом. Каждый объект представляется вектором 
в p-мерном пространстве и классом принадлежности. 
Требуется построить гиперплоскость размерности 
(p – 1) разделяющие объекты разных классов. Гипер-
плоскостей построенных таким образом может быть 
больше одной, в  связи с  чем естественно рассматри-
вать такую гиперплоскость, минимальное расстояние 
до  которой будет максимально среди всех таких ги-
перплоскостей.

w min

c w x b i ni i

2

1 1

→

⋅ − ≥ ≤ ≤





 ( ) , ,� ��  (1.14)

где 

w  — вектор нормали к  разделяющей гиперплоско-
сти, b — модуль расстояния от начала координат до раз-
деляющей гиперплоскости, 

ci ∈ −{ , }1 1  — класс xi.

Для обобщения задачи на  случай многих классов 
на  практике обычно используют технику «один против 
остальных».

2.3. Метод главных компонент. Одним из основных 
способов уменьшения размерности пространства при-
знаков с  минимальными потерями информации явля-
ется метод главных компонент [12, 15]. Для случая двух 
признаков x1 и  x2  требуется найти единственную пря-
мую, которая эффективно соответствует обоим призна-
кам. Затем мы заменяем x1 и x2 на единственный признак 
x. Случай двух признаков может быть обобщен на случай 
n признаков.

Цель метода главных компонент минимизировать 
среднее расстояние по всем признакам до прямой. Ал-
горитм:

1.  Подготовка данных. Осуществляется масштабиро-
вание и нормализация данных.

2.  Вычисляется матрица ковариаций Σ.
3.  Осуществляется сингулярное разложение Σ = USV*.

4.  Формируется матрица проецирования Uˆ взяв пер-
вые k столбцов матрицы U

5.  Осуществляется проецирование n-мерного про-
странства признаков X на  новое k-мерное про-
странство Z = XUˆ

Обычно количество главных компонент k выбирают 
таким образом, чтобы ошибка проецирования составля-
ла не более 1% от суммарной вариации исходных данных.

2.4. Определение расстояния. Особняком стоит 
вопрос выбора метрики для определения расстояния 
между объектами. Так как объекты сравниваются на ос-
новании многомерных векторов особенностей в  каче-
стве расстояния разумно использовать обыкновенное 
евклидово расстояние [13, 14, 15]:

d p q x i x ip
i

q( , ) ( ( ) ( ))= −∑ 2
 (1.15)

Дополнительно к  евклидовой метрике рассмотрим 
метрику городских кварталов и метрику Чебышева [18]:

d p q x i x i
i

p q( , ) | ( ) ( ) |= −∑  (1.16)

d p q x i x ii p q( , ) max | ( ) ( ) |= −  (1.17)

3. Эксперимент

В качестве источника данных будем использовать ви-
брационный датчик, который в  равномерном дискрет-
ном времени измеряет одномерную характеристику 
воздействия на систему. Датчик производит измерения 
с частотой 2048Гц. Для анализа и классификации воздей-
ствий будем использовать кадр данных длинной 1с, что 
соответствует 2048 отсчетам.

Обучающая выборка состоит из 200 кадров, каждый 
из  которых относится к  одному из  трёх классов: отсут-
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ствие воздействия (60 кадров), импульсное воздействие 
(70 кадров) и распределённое воздействие (70 кадров). 
В  качестве критерия оценки качества классификации 
будем использовать уровень потерь по методике «один 
против остальных»:

CL =  (1.18)

3.1. Выявление оптимального набора признаков. 
Все рассмотренные признаки, извлекаемые из  времен-
ных рядов, нашли свое применение в  разнообразных 
предметных областях, в которых требуется решать зада-
чу классификации объектов. В данной работе предлага-
ется найти подмножество признаков минимизирующее 
CL. Для этого рассмотрим все возможные подмножества 
признаков и для каждого из них вычислим CL.

3.2. Влияние параметров метода классификации. 
От выбора количества k ближайших соседей и метрики 
близости также зависит качество классификации. В дан-
ной работе предлагается найти оптимальные параме-
тры, которые минимизируют CL. Количество k будем 
варьировать от 3 до 10. Метрики расстояния были рас-
смотрены выше: метрика Чебышева, метрика городских 
кварталов, евклидова метрика.

4. Результаты

Для поиска оптимального набора характеристик сиг-
нала для решения задачи классификации было сформи-
ровано 7 подгрупп признаков 2:

2 подробно описаны в разделе 1

1.  статистические моменты временного ряда (µ, σ, γ, β)
2. энергия временного ряда (Esignal)
3. статистические моменты спектра (µs, σs, γs, βs)
4.  shape statistics (µs, shape, σs, shape, γs, shape, βs, 

shape)
5.  энергия спектра (Es, signal)
6. вейвлет коэффициенты (µw,1, µw,2, µw,3, µw,4, µw,5)
7. кепстральные коэффициенты (C1, C2,…, C12)

Объединяя эти подгруппы в группы полным перебо-
ром, было составлено 127 итоговых групп признаков. 
Для каждой из  групп был запущен алгоритм класси-
фикации, основанный на  методе ближайших соседей. 
На Рис. 1 представлены изолинии уровня потерь класси-
фикации (CL) в  зависимости от  номера группы призна-
ков и количества ближайших соседей.

Было установлено, что наличие кепстральных коэф-
фициентов в наборе заметно улучшает классификацию: 
первая половина групп (1–63) не включает кепстральные 
коэффициенты, в то время как вторая (64–127) включает, 
что сопровождается уменьшением CL в среднем на 7%.

Наоборот, подгруппа признаков shape statistics нега-
тивно влияет на уровень потерь. Особенно хорошо это 
заметно в первой половине Рис. 3 3.

Аналогично, присутствие признаков, основанных 
на  вейвлет разложении в  среднем ухудшает уровень 
классификации.

3 Группы признаков содержащие подгруппу shape statistics имеют номера: 
8–15, 24–31, 40–47, 56–63, 72–79, 88–95, 104–111, 120–127.

Рис. 1. Влияние выбора признаков и количества ближайших соседей на уровень потерь классификации 
представленный на рисунке цветовым градиентом.
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Минимальный уровень потерь 35,97% достигается 
на группе признаков № 83, состоящей из статистических 
моментов временного ряда, его энергии, энергии спек-
тра и кепстральных коэффициентов. Этот набор призна-
ков является оптимальным для данной задачи.

При варьировании количества ближайших соседей 
в пределах от 2 до 100 качество классификации значи-
тельно меняется. На  Рис.  2 представлена зависимость 
CL от k. Оптимальное значение k равно 3, причем при 
его увеличении заметен большой рост уровня потерь 
классификации. На  Рис.  3 представлен детальный гра-

фик зависимости уровня потерь классификации от  вы-
бора группы признаков для k равного 3.

При использовании метода главных компонент 
в  среднем по  всем наборам качество классификации 
улучшается на  5%, но  минимальный уровень потерь 
остается на прежнем уровне 35,97%. При такой конфи-
гурации при k равном 5 наблюдается сразу несколько 
оптимальных групп признаков: 76, 79, 93.

Наилучшие результаты достигаются при использо-
вании метрики городских кварталов. При применении 

Рис. 2. Зависимость CL от количества ближайших соседей.

Рис. 3. Влияние выбора признаков на уровень потерь классификации при k = 3.
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других рассмотренных метрик уровень потерь класси-
фикации возрастает в среднем на 4%.

Метод опорных векторов не дает существенного ре-
зультата. Скорее всего это вызвано линейной нераздели-
мостью выборки.

Заключение

В  результате исследования было установлено сле-
дующее. При решении задачи классификации методом 
ближайших соседей выборки, полученной из  сигнала 
вибрационного датчика, наилучшим признаком явля-
ется признак на  основе кепстральных коэффициентов. 

Применение признаков на основе вейвлет преобразова-
ния и shape statistics снижает качество классификации.

Применение метода главных компонент существен-
ным образом не улучшает классификацию.

Среди рассмотренных метрик наилучшие результа-
ты достигаются при использовании метрики городских 
кварталов.

Группа признаков, при которой достигается мини-
мальный уровень потерь классификации 35,97%, состо-
ит из моментов временного ряда, его энергии, энергии 
спектра, а также кепстральных коэффициентов.
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